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RESUMEN

El reconocimiento automático de actividades físicas humanas es una tarea importante en aplicaciones de 
visión por computador. Los enfoques robustos que utilizan unos o varios sensores generalmente vinculan 
características redundantes que consumen recursos computaciones y tiempo de cómputo durante el 
proceso de clasificación de subactividades. En este artículo se explora la reducción de dimensión para 
el reconocimiento de actividades y movimientos primitivos humanos fusionando datos provenientes de 
sensores de profundidad visual Kinect, sensores inerciales IMUs y electrodos de registro electromiográfico 
(EMGs). También se enseña un estudio comparativo donde se evalúa diferentes técnicas de reducción de 
características del estado arte, se analiza el comportamiento en base al desempeño en el reconocimiento 
de actividades física y el tiempo de cómputo de los métodos bajo estudio. Los resultados muestran que, 
metodologías del estado de arte pueden tener un menor costo temporal a la hora de su implementación 
sin afectar considerablemente el desempeño al reconocer la actividad.

Palabra clave: Actividades físicas, movimientos primitivos, reducción de dimensiones, aprendizaje de 
máquina.

ABSTRACT

Automatic recognition of human activities is an important task in computer vision applications. Robust 
approaches using one or more sensors generally link redundant features that consume computing 
resources and computation time during the sub-activity classification process. This article explores 
dimension reduction for recognizing human activities and primitive movements by merging data from 
Kinect visual depth sensors, IMUs inertial sensors, and electrodes of electromyographic record (EMGs). 
It shows a comparative study where the different techniques of reduction of state of the art are evaluated 
characteristics; behavior is analyzed based on performance in recognition of activities and computation 
time of the methods under study. The results show that state-of-the-art methodologies could have a lower 
temporary cost when implementing them without significantly affecting performance when recognizing 
the activity.
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INTRODUCCIÓN

El estudio de actividad física humana es una temática 
de interés debido a las aplicaciones que requieren 
de este tipo de análisis. Algunos ejemplos son la 
rehabilitación de pacientes, cuidado de enfermos, 
seguridad, monitoreo y seguimiento de elementos 
móviles. Esta tarea ha sido constituida a través de 
sistemas expertos que utilizan sensores electrónicos 
para la caracterización e identificación de los 
movimientos [1, 2, 3, 4, 5].

Para la implementación, se requieren sensores de 
movimiento y técnicas modernas de análisis de datos. 
Algunas de las variaciones de sensor más comunes 
en esta tarea son: Cámaras de profundidad, sensores 
de masa inercial (IMU) y electromiográficos (EMG). 
Aunque se han realizado diferentes estudios con 
información proveniente de estas modalidades de 
sensor, cada enfoque ha demostrado tener ventajas 
y desventajas ante diferentes escenarios [1, 4, 6, 7].

En la investigación [1] se plantea una metodología 
basada en movimientos primitivos para la detección 
automática de actividades físicas, si bien en este 
se conservan elementos presentados en [6, 8], este 
trabajo introduce el uso de la fusión de sensores 
(Kinect, IMU y EMG). Esta variante aumenta 
el desempeño en la clasificación de actividad 
aprovechando las virtudes de cada sensor, además 
de ofrecer alternativas de funcionamiento al sistema 
ante posibles fallas tales como auto oclusiones, 
desconexiones de los sensores y daños en los 
mismos [1]. Otro aporte importante de este trabajo 
es el cambio de un diccionario de posturas, por uno 
de micro-movimientos (movimientos primitivos), 
tal y como se plantea en el trabajo [6], permitiendo 
la asignación de etiquetas, no solo para el sensor 
Kinect, si no para las otras modalidades de 
sensores donde no existe la forma de asignar una 
etiqueta a las posturas para diferentes frecuencias 
de muestreo de los sensores. Sin embargo, este 
enfoque presenta un costo computacional alto, 
debido a que requiere de una SVM por modalidad 
de sensor para clasificar múltiples movimientos 
primitivos, lo que restringe su implementación en 
un sistema de respuesta en tiempo real. Por otro 
lado, en la etapa de extracción de características se 
reporta un alto costo computacional, debido a dos 
procesos, el primero es la cantidad de operaciones 
de cómputo que se requiere en la etapa de extracción 

de características y el segundo es la cantidad de 
múltiples fuentes sensoriales que se utilizan para 
la recopilación de los datos.

Específicamente la extracción de características es una 
de las etapas que más costo computacional requiere 
en una aplicación de aprendizaje de máquinas [9, 10]. 
El problema se debe a que, en muchas situaciones, los 
datos tienen un gran número de variables o dimensiones 
que aumenta la cantidad y complejidad de procesos 
y cálculos. Por tanto, es imprescindible visualizar 
y analizar previamente el conjunto de datos de alta 
dimensión y así determinar las características que 
son relevantes para el reconocimiento de la actividad. 
En el estado del arte se ha propuesto técnicas para 
reducción de dimensionalidad y análisis de datos 
como lo son Análisis de Componentes Principales-
PCA, la extensión de PCA- KPCA y t-SNE) [7]. Estas 
proveen herramientas para visualizar y calcular el 
aporte de los datos en espacios de dos dimensiones 
conservando en mayor parte la estructura que tienen en 
una alta dimensionalidad. Los métodos tradicionales 
de reducción tales como PCA, en el trabajo [11] y el 
escalado multidimensional clásico (MDS) son técnicas 
lineales de separación y algunos casos no representan 
las variaciones no lineales de los datos, generando 
un espacio de representación traslapando [12]. Para 
corregir el problema anterior, se han propuesto un 
gran número de técnicas de reducción no lineal que 
pretenden preservar la estructura local y global de los 
datos como lo son: Stochastic Neighbor Embedding 
(SNE), Isomap, Maximum Variance Unfolding 
(MVU), Locally Linear Embedding (LLE), and 
Laplacian Eigenmaps [12]. Estas han demostrado 
resultados satisfactorios en diferentes aplicaciones, 
sin embargo, se evidencia que dependen ampliamente 
de la naturaleza de los datos bajo análisis.

En este trabajo se realiza un estudio comparativo para 
la clasificación de actividades humanas aplicando 
diferentes técnicas de reducción de dimensionalidad 
reportadas en el estado del arte conservando la 
metodología propuesta en la literatura, además en 
el estudio que se utilizan técnicas de visualización 
en dos dimensiones para analizar la naturaleza de 
los datos. Por otro lado, se logra obtener resultados 
competitivos en el proceso de clasificación de la 
actividad física y reducción del costo computacional, 
así como en el número de características necesarias 
para construir la matriz de entrenamiento en la etapa 
de clasificación de micro movimientos. También es 
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importante resaltar que se logra evidenciar un método 
de fusión de sensores con costo computacional 
menor al obtenido por metodologías enseñadas en la 
literatura. En síntesis, las principales contribuciones 
de este artículo son:
•	 Documentación de una metodología que permite 

reconocer actividades físicas humanas a partir 
de técnicas de análisis de dimensionalidad y 
aprendizaje supervisado.

•	 Reporte y evaluación de la metodología en 
función de diferentes técnicas de análisis de 
dimensionalidad del estado del arte. 

Este artículo está organizado como sigue:
•	 En la Tabla 1 se muestran las definiciones de 

las siglas usadas en el artículos y que son poco 
conocidas.

•	 En la sección 2 la metodología es introducida, 
describiendo cada una de las etapas que la 
conforman, como los descriptores utilizados 
y métricas de análisis de resultados

•	 En la sección 3 se describen los resultados 
debatiendo las ventajas, los beneficios y los 
inconvenientes encontrados, por último, las 
conclusiones de la investigación son presentadas.

NOMENCLATURA PARA EL TRABAJO

TRABAJO PREVIO

Para detección de actividades algunos estudios 
han propuesto utilizar técnicas de visión por 
computador, sin embargo, estos se ven afectados 
por las condiciones fotométricas de la escena y 
así como por el ruido introducido por el sensor de 
medida [13]. Buscando soluciones más robustas, 
algunas investigaciones proponen uso del sensor 3D 
de Microsoft Kinect para el reconocimiento de la 
actividad física basado en métodos de aprendizaje 
de máquinas [2, 14]. Se utiliza clasificadores no 
supervisados (K-means, KNN, Spectral Clustering) 
para generar un libro de códigos con posturas 
clave, posteriormente emplear un Modelo Oculto 
de Markov (HMM) para reconocer las diferentes 
combinaciones de posturas e identificar así la 
actividad que se está realizando [6-8]. Un método 
que aplica una técnica similar y logra resultados 
importantes, consiste en utilizar una Máquina de 
Vectores de Soporte (SVM) para la codificación del 
libro de códigos, que para efectos de este trabajo se 
conocen como movimientos primitivos; luego con la 
HMM se reconoce las secuencias generadas por la 
ejecución de la actividad [8]. En contraste de otros 
enfoques, la SVM logra desempeños mayores a las 
técnicas no supervisadas, si bien, los métodos que 

Tabla 1.	 Definiciones.

Nomenclatura Descripción

𝐾𝐼𝑇𝐹 Conjunto de Atributos totales Kinect

𝐼𝑀𝑈𝐹 Conjunto de atributos totales IMU

𝐸𝑀𝐺𝐹 Conjunto de atributos totales EMG

Ψ = 𝑥1….. 𝑥𝑙 Vector de coordenadas cartesianas de puntos articulados Kinect

𝑥𝑙 = 𝑋𝑙𝑌𝑙𝑍𝑙 Coordenada espacial del sensor articulado 𝑙
𝐼𝑘 = 𝑎𝑥 𝑎𝑦 𝑎𝑧 𝑎𝑟 𝑎𝜃 Vector de aceleración entregado por el sensor de movimiento 𝑘
𝜌𝒍 = 𝑟𝒍𝜃𝒍 Coordenadas polares del sensor articulado 𝑙 con respecto al centro de masa de 

𝑟𝒍 Componente radial de 𝜌𝑙
𝜃𝒍 Componente angular de 𝜌𝑙
𝐸𝐾 Vector de etiquetas Movimientos primitivos Kinect – SVM

𝐸𝐼 Vector de etiquetas Movimientos primitivos IMU – SVM

𝐸𝐸 Vector de etiquetas Movimientos primitivos EMG – SVM

𝐸𝐹 Vector de etiquetas concatenadas de movimientos primitivos Kinect – EMG – IMU

𝐶𝑃 Centro de masa de 

𝐾𝐼𝑇𝐹(𝑎) Conjunto de Atributos Kinect reducido

𝐼𝑀𝑈𝐹(𝑎) Conjunto de atributos IMU reducido

𝐸𝑀𝐺𝐹(𝑎) Conjunto de atributos EMG reducido

N Tamaño del vector de magnitud de la FFT
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Tabla 2.	 Descriptores.

Definición Descripción

Media de 𝑋𝑙, 𝑌𝑙, 𝑍𝑙 normalizada al centro 
de masa de Ψ

mx =
1
3

Xi −CP( )i=1
3∑ ;my =

1
3

Yi −CP( )i=1
3∑ ;mz =

1
3

Zi −CP( )i=1
3∑

Media de 𝑟𝑙, 𝜃𝑙 normalizada al centro 
de masa de Ψ

mr =
1
3

ri;mθi=1
3∑ =

1
3
θi

Varianza de 𝑋𝑙, 𝑌𝑙, 𝑍𝑙

vx =
1
3

Xi −CP −mx( )2i=1
3∑ ;

vy =
1
3

Yi −CP −my( )2i=1
3∑ ;

vz =
1
3

Zi −CP −mz( )2i=1
3∑ ;

Varianza de 𝑟𝑙, 𝜃𝑙 vr =
1
3

ri −mr( )i=1
3∑

2
;vx =

1
3

θi −mθ( )2i=1
3∑

Medida de 𝑎𝑥, 𝑎𝑦, 𝑎𝑧, 𝑎𝑟, 𝑎𝜃

max =
1
3

axii=1
3∑ ;may =

1
3

ayii=1
3∑ ;maz =

1
3

azii=1
3∑ ;

mar =
1
3

arii=1
3∑ ;maθ =

1
3

aθii=1
3∑

Varianza de 𝑎𝑥, 𝑎𝑦, 𝑎𝑧, 𝑎𝑟, 𝑎𝜃

vax =
1
3

axi −max( )2 ;i=1
3∑

vay =
1
3

ayi −may( )
2
;i=1

3∑

vaz =
1
3

ari −maz( )2 ;i=1
3∑

var =
1
3

ari −mar( )2 ;i=1
3∑

vaθ =
1
3

aθi −maθ( )2 ;i=1
3∑

Media de la intensidad del movimiento 𝐴𝐼 AI =
1
3

MIk
i

i=1
3∑ ;MIk =

3 ax  ay az[ ]

Varianza de 𝐴𝐼 (𝑉𝐼) VI =
1
3

MIk
i − AI( )I=1

3∑ ;

Área de magnitud de señal normalizada 
𝑆𝑀𝐴 SMA =

1
3

axk
i + ayk

i + azk
i

I=1
3∑( )

Valores propios de direcciones dominantes 
𝐸𝑉 𝐴

Vectores propios de la matriz de covarianza de la aceleración a lo largo 
de los ejes x, y, z en cada ventana de observación.

Energía de aceleración promedia 𝐴𝐴𝐸

Valor medio de la energía a lo largo de tres ejes de aceleración. Donde 𝑖 
son las aceleraciones 𝑎𝑥, 𝑎𝑦 y 𝑎𝑧.

AAE =
1
3

1
Ni=1

3
∑ FFT ai{ }

2

j=1

N
∑

Donde el termino 𝐹𝐹𝑇{𝑎𝑖} corresponde a los coeficientes en el dominio 
de la transformada rápida de Fourier de las aceleraciones (𝑎𝑥, 𝑎𝑦 y 𝑎𝑧).

Energía de rotación promedio

Valor medio de la energía a lo largo de los ángulos de rotación, para este 
caso solo 𝑎𝑟 y 𝑎𝜃. Donde 𝑖 son las aceleraciones 𝑎𝑟 y 𝑎𝜃.

ARE =
1
2

1
2i=1

2
∑ FFT ai{ }

2

j=1

N
∑
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utilizan videocámaras o cámaras de profundidad 
demuestran resultados confiables, estos presentan 
limitaciones causadas por oclusiones parciales del 
objetivo [15, 16].

Las unidades de medida inercial (IMU) también 
se utilizan para el reconocimiento de la actividad 
física, dando fuertes ventajas ante oclusiones de 
los objetivos analizados [3, 17]. Por ejemplo, estos 
dispositivos (IMU) combinados con un modelo 
de detección basado en movimientos primitivos, 
logran generar un libro de códigos que realizan la 
detección de actividad con una eficiencia mayor al 
90% [4]. Adicionalmente es posible perfeccionar el 
método anterior agregando el modelo de bolsa de 
características (BOF) con histogramas de símbolos 
primitivos, así se logra construir un conjunto de 
características que representan cada movimiento, 
logrando así obtener eficiencias del 92% [4]. 
Aun cuando se logran resultados confiables, esta 
modalidad de sensor requiere altas capacidades de 
procesamiento [18], y en gran parte de los casos 
es necesario más de un sensor para realizar una 
detección satisfactoria de la actividad [1, 19, 17, 7]. 

Se evidencia que una sola modalidad de sensor 
generalmente es incapaz de identificar una amplia 
gama de actividades humanas [1], por lo que algunos 
enfoques proponen la fusión de datos de múltiples 
o diferentes sensores para mejorar el rendimiento 
de los sistemas de reconocimiento y así extender la 
cantidad de actividades a reconocer [19, 20]. Por otro 
lado, se destaca que se documenta diversos métodos 
para el reconocimiento con fusión multimodal [4, 
3], sin embargo, pocos estudios analizan la unión 
de dos más modalidades de sensor.

Otros sensores que se utilizan en esta tarea son los 
de señales electromiográficas (EMG), los cuales 
permiten detectar las flexiones y contracciones de los 
músculos [3, 21]. En la extracción de características 
de las señales EMG se han usado gran cantidad de 
metodologías que se pueden dividir en tres grandes 
grupos [17]. El primero es el enfoque estadístico, el 
segundo es un enfoque temporal y en tercer lugar, 
descomposición en frecuencia o espectral. En la 
primera clase se puede destacar el valor absoluto 
promedio (MAV) [1], cálculo de la entropía [3, 22, 
23]. Dentro de los temporales se destaca el valor 
RMS [24, 15], y el análisis de variaciones de la 
señal (derivadas de primer y segundo orden) [20]. 
Dentro de enfoque espectral se podría encontrar 
técnicas como MFCC (Mel Frequency Cepstral 
Coefficient) [25, 26], Modelos Auto Regresivos 
(AR) [1, 3, 27], descomposición modal empírica 
[28] y la Transformada de Fourier y sus variaciones 
[26, 5]. Aunque estas técnicas demuestran buenos 
resultados como descriptores, el procesamiento 
de las señales es complejo y requiere de múltiples 
sensores para lograr una detección competitiva [4, 
18, 7, 29].

MATERIALES Y MÉTODOS

En la Figura 1 se enseña de forma general la 
propuesta de trabajo. En síntesis, esta se divide en 
cinco procesos principales. En primer lugar, la base 
de datos anotada, en segundo lugar, el procedimiento 
de extracción de características, luego en la tercera 
parte, el análisis de dimensionalidad, en el cuarto 
lugar clasificación de movimientos primitivos, por 
último, clasificación de actividades. A continuación, 
se describe cada uno de los procesos.

Figura 1.	 Metodología Trabajo.
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BASE DE DATOS

La colección de datos utilizados en este trabajo 
fue la suministrada por [1], esta se resume en la 
Figura 2, la cual fue construida con tres tipos de 
sensores (Kinect, IMU y EMG). La información 
fue etiquetada de acuerdo con cinco actividades 
principales. Por otro lado, como la ejecución de las 
actividades consta de una secuencia de acciones las 
cuales pueden ser divididas en ventanas de tiempo 
permitiendo descomponer cada una de estas en 
subactividades (movimientos primitivos). De esta 
manera los datos se etiquetan de acuerdo con las 
actividades y a cada uno de los sub-movimientos. 
Las salidas de la base de datos corresponden a los 
vectores , 𝐼𝑘 y 𝑬𝑴𝑮.

Extracción de características
En esta etapa se computa un conjunto de 
descriptores de los datos. Estos representan las 
características que suministran cada uno de los 
sensores vinculados a la base de datos. Es de 
aclarar que se discrimina el cálculo de acuerdo 
con el tipo de instrumento. En el caso del Kinect 
el procedimiento es el siguiente, dado el vector 
de coordenadas cartesianas de puntos articulados 

 se obtiene un arreglo de características  
transformado cada articulación que pertenece a  
a coordenadas polares utilizando como referencia 
el centro de masa de , acá 𝑖 representa el número 
de muestras de 𝜌. Luego se obtiene el conjunto 
de atributos 𝑲𝑰𝑻 dado por (ver ecuación 1):

KITm =
ρ1 ρ2…. ρi  mx  my  mz  my

mr  mθ  vx  vy  vz  vr  vxvθ

⎡

⎣

⎢
⎢

⎤

⎦

⎥
⎥ (1)

Donde, 𝑚 corresponde al 𝑚 - ésimo punto articulado 
del Kinect, de manera que para el conjunto de 𝑚 
∈ 1… …𝑚 se computa el vector 𝑲𝑰𝑻𝑭 como en 
el enlace de todos los 𝑲𝑰𝑻𝒎. Similarmente los 
sensores IMU entregan un vector de aceleraciones 
𝐼𝑘 donde 𝑘 es el k-ésimo sensor (𝑘 ∈ 1… …𝑘), de 
esta forma dado el 𝐼𝑘 se procede a encontrar los 
parámetros físicos del movimiento humano, así 
como los momentos estadísticos [1], obteniendo 
𝑰𝑴𝑼𝒌 para cada sensor 𝑘 dado por (ver ecuación 2):

IMUk =
max  may  maz  mar  maθ  vax  vaz  var
vaθ  AI  VI  SMA EV  A AAE  AER

⎡

⎣

⎢
⎢

⎤

⎦

⎥
⎥ (2)

Figura 2. 	 Estructura Base de datos.
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Así para el conjunto 𝑘 ∈ 1… …𝑘 se tiene el vector 
𝑰𝑴𝑼𝑭 definido como la concatenación de 𝑰𝑴𝑼𝒌, 
esto es (ver ecuación 3):

IMUF = IMU1 IMU2… …IMUk[ ] (3)

Para los EMG, se captura la actividad de cuatro 
músculos del cuerpo (ver Figura 3). La frecuencia 
de muestreo de cada canal en la captura es de 2kHz, 
debido a que el sistema de adquisición de datos es 

una NIUSB6211. El tamaño de ventana utilizado para 
definir un movimiento primitivo es 100 muestras. 
Se elige este tamaño, dado que en [1] se utiliza 
esta configuración donde resultados sugiriere un 
adecuado desempeño en la evaluación con este valor. 
La anterior configuración permite obtener, 20 sub 
– movimientos por segundo. Luego cada ventana 
se codifica como 𝐸𝑗 siendo 𝑗 es el 𝑗 -ésimo sensor 
(𝑗 ∈  1……𝑗). Posteriormente se procede a evaluar 
en cada una de las ventanas la transformada de 
Daubechies Wavalet con 35 coeficientes y 6 niveles, 
computando de esta manera el estimador 𝑬𝑴𝑮𝑭. 

ANÁLISIS DE DIMENSIONALIDAD

Luego de encontrar el conjunto de características 
de los sensores se plantea analizar y determinar las 
características más relevantes, con el propósito de 
disminuir la complejidad de procesamiento, aumentar 
la eficiencia como la simplicidad del método. 
Para ello se implementa un cúmulo de técnicas 
de estado del arte, la cuales permiten observar y 
cuantificar la naturaleza de las características en 
baja dimensionalidad. Se replican diez técnicas 
de la literatura (ver Figura 4) para este análisis 
[9, 11, 12, 30, 31]. La salida de esta etapa es un 
matriz de característica reducida para cada uno de 
los sensores, así como un gráfico donde se puede 
realizar una lectura de que método de reducción 
separa adecuadamente el conjunto de características.

Figura 4.	 Procedimiento Análisis de dimensionalidad.

Figura 3.	 Distribución de sensores y punto articulados. 
(a) enseña los puntos articulados del 
Kinect. (b) distribución de los sensores 
IMU y EMG 𝑚 =  15, 𝑘 = 4.
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Aunque el análisis de dimensionalidad permite 
entender la naturaleza de los datos, dos dimensiones 
es un criterio que puede no generar una adecuada 
separabilidad en la clasificación, por lo que es 
necesario agregar más dimensiones en el espacio 
de representación.

Para obtener el conjunto mínimo de características, 
que presente un desempeño similar al de toda la 
base de datos, se aplica los métodos de reducción de 
dimensiones enseñados en Figura 4. Esto permitirá 
obtener una matriz de representación reducida 
con la cual se debe realizar la clasificación del 
movimiento primitivo. Para verificar lo anterior 
se adopta un paradigma de validación cruzada 
(70% entrenamiento y 30% prueba) aplicando el 
clasificador KNN. Este método permitirá calcular 
la eficiencia en la detección en función del número 
de características. 

La prueba de validación consiste en la variación 
del número de características versus la eficiencia 
en obtenida en la tarea clasificación, lo anterior se 
realiza para 𝑙 repeticiones. Así el criterio busca el 
número de características que estabiliza la eficiencia 
en la etapa de reconocimiento de movimientos 
primitivos. 

RECONOCIMIENTO DE 
MOVIMIENTOS PRIMITIVOS

Dado el conjunto de características reducidas 
(𝐾𝐼𝑇𝐹(𝑎), 𝐼𝑀𝑈𝐹(𝑎), 𝐸𝑀𝐺𝐹(𝑎)) se procede con 
la clasificación de los movimientos primitivos 
siguiendo los esquemas adoptados en [1, 2, 3] (ver 
Figura 5), donde se propone adoptar un paradigma 
de aprendizaje supervisado por medio de máquina de 
soporte vectorial (SVM) en modalidad “All-pairs”. 
La utilización de una SVM como modelo separación 
obedece principalmente a su robustez contra 
datos con ruido, método ampliamente difundido, 
relativamente sencillo en la implementación [1]. Es 
de aclarar que la ejecución de actividades físicas 
consta de una secuencia de acciones que se pueden 
dividir en ventanas de tiempo, formando así los 
movimientos primitivos, en la Figura 6 se aprecia 
como la actividad “Pararse-levantarse” tiene 3 
movimientos primitivos, que, al ubicarlos en un 
ciclo, reconstruye el desplazamiento permitiendo 
que cada acción se puede representar mediante 
una secuencia de movimientos, los cuales generan 
un código único que permite obtener un factor 
discriminante en la clasificación de la actividad.

RECONOCIMIENTO DE LA ACTIVIDAD

Esta etapa consiste en la clasificación de las 
actividades definidas en Figura 1. Primeramente, 
se utiliza un módulo de fusión de datos que se 
encarga de centralizar la información entregada 
por la SVM, luego se reconoce la tarea aplicando 

Figura 5.	 Instrumento de clasificación de movimientos primitivos y actividades. 
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un clasificador HMM (Hidden Markov Model), en 
particular se adopta este modelo a razón de que es 
ampliamente aplicado para análisis de secuencias 
[1, 4, 6]. El diagrama de bloques de este proceso 
se enseña en Figura 5.

Fusión de datos por medio de etiquetas
La SVM genera una etiqueta de subactividades 
con información provista de la red de sensores 
IMU, KINECT y EMG. Estos sensores proveen 
información del movimiento a diferentes velocidades 
de muestreo, así póstumo al clasificador HMM 
es necesario fusionar las etiquetas, este proceso 
consiste en generar un vector de características 𝐸𝐹, 
este se constituye al concatenar linealmente cada 
etiqueta entregada por las SVM durante la ventana 
de observación (ver ecuación 4).

EF1x120 = EK1x30,  EI1x30,  EE1x60[ ] (4)

Es de aclarar que la base de datos define para el sensor 
Kinect que un movimiento primitivo está constituido 
por un conjunto de tres muestras  = {1,2,3}. Dado 
este agrupamiento la modalidad tiene capacidad de 
entregar 10 movimientos primitivos por segundo, de 
manera que el total de sub-movimientos es de 30. 
Para la red IMUs también se utiliza un conjunto de 
3 muestras, dando así el mismo periodo de muestro 
de la modalidad anterior. Para los sensores EMG 
cada una de las señales es segmentada en ventanas 
de 100 muestras definiendo esta ventana como el 
tamaño de un movimiento primitivo. Lo anterior 
evidencia que esta modalidad permite obtener 20 
movimientos primitivos por segundo obteniendo 
60 subactividades en total.

Métricas de presentación de resultados
Se presentarán los resultados en dos etapas, en la 
primera se enseña un análisis en baja dimensionalidad 
con el propósito de observar la naturaleza de los 
datos, así como el rendimiento de los algoritmos de 
separación planteados en la Figura 4. Luego para 
continuar con el procedimiento metodológico se 
selecciona los métodos con mejores resultados, para 
ello se hace uso de la técnica de k-means, la cual 
sustituye en esta etapa del análisis a la máquina de 
vectores de soporte donde el propósito es identificar 
de manera rápida las técnicas de separación que 
mejores resultados computa en la clasificación de 
subactividades.

En segundo lugar, se documentan los resultados 
de clasificación de movimientos primitivos y 
actividades por medio de la matriz de confusión al 
correr un experimento de Monte Carlo para evaluar 
el desempeño del método antes diferencias en el 
conjunto de datos de entrenamiento y validación. 
Por otro se anexan los tiempos de cómputo que 
demandan los procesos. 

Proceso de entrenamiento métodos de aprendizaje
El entrenamiento de los HMM se usa 24 estados 
y 32 centroides en la construcción del libro de 
códigos, este proceso selecciona el modelo de mejor 
desempeño después de realizar 100 iteraciones. Para 
realizar el procedimiento de evaluación del modelo 
entrenado se utiliza una estrategia de validación 
cruzada, la cual fracciona la base de datos en un 
70% usada en el entrenamiento, el restante 30% 
para el proceso de validación. este proceso realiza 
iteraciones de Montecarlo con criterio de paro 
𝑑𝑖𝑎𝑔𝑀𝑘−1𝑘−1𝑛  =  1𝑘−1𝑑𝑖𝑎𝑔𝑀𝑛−1  ≤  0,001 

Figura 6.	 Construcción de Movimiento primitivo 
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donde 𝑑𝑖𝑎𝑔𝑀𝑘 es la el vector generado por la 
diagonal de la matriz de confusión y k es la iteración 
promedio actual de Montecarlo [1].

Para clasificar los movimientos primitivos, se 
utilizaron tres máquinas de vectores de soporte 
multiclase que utilizan los descriptores provistos en 
la Tabla 2. Estos clasificadores se proponen para cada 
una de las modalidades de sensor utilizadas en este 
trabajo. Como las SVM son clasificadores binarios, 
se utiliza una estrategia de clasificación “All-pairs” 
para realizar la extensión a clasificación multiclase 
(lo anterior para la etapa de movimiemientos 
primitivos). El método fue propuesto por Hastie y 
Tibshirani [32] y entrena una SVM por cada par 
de clases, obteniendo 𝑘(𝑘−1)/2 clasificadores, 
donde K es el número de clases. Después entrenar 
cada modelo, se realiza una calificación binaria y 
se considera la clase que obtuvo más votos, como 
etiqueta final de clase. Este método de aprendizaje 

además utiliza un kernel gaussiano 𝑘𝑥𝑖, 𝑥𝑗 =  𝑒−
𝛾𝑥𝑖−𝑥𝑗2 con 𝛾= 1 × 10−4 para aumentar la 
separabilidad de los datos.

RESULTADOS

El análisis de metodología en primer lugar busca 
analizar la naturaleza de los datos una vez estos son 
transformados al dominio de las características 𝑲𝑰𝑻𝑭, 
𝑰𝑴𝑼𝑭,𝑬𝑴𝑮𝑭, por medio del proceso enseñado 
en Figura 4, donde se realiza un procedimiento de 
clasificación de movimiento primitivos utilizando 
KNN. Lo anterior permite conocer el traslape 
y pertinencia del conjunto de características. 
Determinando rápidamente si debe buscar otras 
formas de caracterización. En la Figura 7 se enseña los 
resultados obtenidos para una combinación de sensores 
(IMU + Kinect), nótese como algunos métodos no 
logran separar adecuadamente las características 
originando traslape. Se puede observar de la Figura 7 

Figura 7.	 Análisis en 2 Dimensiones del proceso de clasificación de movimiento primitivos 
para los métodos de separación bajo estudio.
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que estos métodos de reducción dimensiones permiten 
la posibilidad de entender la naturaleza de la base 
datos bajos diferentes espacios de transformación. 
Sin embargo, se puede observar cómo los métodos 
JSE, SNE y tSNE logran agrupar con un mejor 
desempeño el espacio reducido de características 
asociadas al sub-movimiento. Cabe resaltar que, 
aunque el método [1], propone una fusión a nivel de 
etiquetas, en este estudio evaluamos la posibilidad 
de fusionar a nivel de características, para lo cual se 
observa la fusión Kinect + IMU y Kinect + EMG.

En Figura 8 se enseña un gráfico que asocia el 
rango de vecinos que se conservan, al comparar el 
conjunto de datos iniciales y el conjunto de datos 
obtenidos al aplicar los métodos de reducción de 
dimensionalidad. En este caso el eje de las ordenadas 

corresponde al porcentaje que se mantuvieron fijos, 
en el eje de la abscisa corresponde a la cantidad de 
vecinos evaluados. Para medir la tasa de vecinos 
que se mantienen, se calcula el área bajo la curva 
de esta para cada uno de los métodos bajo estudio, 
esta es una métrica de densidad estandarizada que 
toma valores entre 0,1, es decir la relación entre 
los conjuntos de datos iniciales y los obtenidos 
luego de aplicar el método de reducción, por tanto, 
a mayor tasa de aceptación (cercano 1) aumenta el 
rendimiento del método de separación para cada una 
de las modalidades que se exploran. En Tabla 3 se 
documenta el método de menor y mayor rendimiento 
para algunas combinaciones de sensores.

Por otro lado, se computó el conjunto de características 
mínimo que permitía obtener un desempeño similar 

Figura 8.	 Probabilidad de vecinos conservados para los métodos bajo 
análisis.

Tabla 3.	 Resultados área bajo la curva Figura 8.

Métodos Área bajo la curva Combinación del sensor

tSNE 57,4
Sensores EMG

LEM 31,3
tSNE 50,8

Sensores IMU
LEM 0,7
tSNE 48,1

Sensor Kinect
LEM 2,5
tSNE 47,3

Sensor IMU + Kinect
LEM 3,3
tSNE 40,35

Sensor EMG + Kinect
LEM 29,45
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al conjunto total de características en el proceso 
de identificación de movimientos primitivos. Para 
lograr lo anterior, se implementaron los métodos de 
reducción de características que mejor separabilidad 
mostraron en Figura 7 y Figura 8, luego se computó 
la matriz de características reducidas. Se seleccionó el 
criterio anterior debido a que una separabilidad mayor 
facilita el proceso de clasificación. Posteriormente 
se realizó un proceso de validación cruzada. En 
Tabla 4 se enseñan los resultados para los diferentes 
métodos propuestos. Para obtener el número de 
componentes necesarias, se elige el método PCA y se 
aplica la prueba validación nombrada anteriormente. 
Después de aplicar esta prueba, se determina que 
son necesarias 41 componentes para el descriptor 
𝑲𝑰𝑻𝑭, 30 componentes para el descriptor 𝑰𝑴𝑼𝑭, 
200 componentes para el descriptor 𝑬𝑴𝑮𝑭 y 65 
componente para la combinación de características 
KINECT + IMU. Para la combinación KINECT 
+ EMG no se reducen dimensiones, debido a que 
se requiere de todas las características para obtener 
un desempeño competitivo.

En la Tabla  4 se presentan los resultados de 
clasificación de movimientos primitivos utilizando el 
método K-means. Se utiliza inicialmente esta, para 
validar los métodos de reducción de características 
bajo estudio. El propósito es evaluar una estrategia 
de menor costo computacional para verificar la 
separabilidad que generan cada una de las técnicas 
de reducción de dimensiones para la base de datos en 
análisis. Del resultado de Tabla 4 se puede observar 
que a pesar de que el espacio de características 
sufre una compresión en su dimensionalidad este 
logra separar los sub-movimientos con desempeño 
similar al obtenido sin comprimir el número de 
características. De Tabla 4 se observa que los 
métodos JSE y t-SNE tienen desempeños similares y 
lograr acercase a la representación total de espacio, 
sin embargó su costo computacional es muy alto. 
Además, se observa que PCA es el método más 
adecuado para lograr la reducción, esto se debe 
a que logra aciertos similares al conjunto total 
de características y sus tiempos de ejecución son 
significativamente bajos con respecto a los demás 

Tabla 4.	 Resultados del proceso de clasificación de sub actividades con y sin análisis de 
dimensionalidad utilizando un clasificador k-means.

Método de reducción 
implementado

Tipo de sensor Acierto de clasificación
Tiempo promedio 

de proceso

Ninguno

KINECT 77,50 ± 1,19% 7,24 [s]

IMU 67,48 ± 1,7% 7,18 [s]

EMG 67,78 ±2,3% 10,4 [s]

KINECT+EMG 60,50 ± 6,25% 11,4 [s]

KINECT+IMU 78,40 ± 1,29% 7,33 [s]

PCA

KINECT 76,81 ± 1,51% 8,98 [s]

IMU 67,54 ± 1,99% 7,47 [s]

EMG 60,59 ± 2,3% 10,41 [s]

KINECT+EMG 61,50 ± 6,01% 11,8 [s]

KINECT+IMU 79,63 ± 1,98% 7,61 [s]

t-SNE

KINECT 71,44 ± 1,31% 655,25 [s]

IMU 64,14 ± 1,29% 868,77 [s]

EMG 59 ± 2,19% 933,47 [s]

KINECT+EMG 60,78 ± 5,96% 930,27 [s]

KINECT+IMU 74,24 ± 2,13% 890,99 [s]

JSE

KINECT 72,98 ± 1,79% 706,38 [s]

IMU 64,87 ± 2,01% 537,89 [s]

EMG 60 ± 3,29% 933,47 [s]

KINECT+EMG 59,89 ± 6,79% 993,35 [s]

KINECT+IMU 74,41 ± 2,45% 740,62 [s]
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T-SNE y JSE. Es de aclarar que las pruebas se 
ejecutaron en un computador ASUS- ROG G56JR, 
CORE i7 4700HQ (3400 MHz) y 16 GB de RAM.

Determinado el conjunto de características y los 
métodos adecuados para le reducción de dimensiones, 
se procede aplicar la reducción de dimensiones 
utilizando el procedimiento de Figura 5 considerando 
la SVM. En la Tabla 5 se enseña los resultados del 
clasificador de movimiento primitivos sin considerar 
reducción de características mientras que en la 
Tabla 6 con reducción de características.

De la Tabla 6 se evidencia que el método con menor 
desempeño es el T-SNE logrando en promedio 
aciertos de 69,41 ± 0,96 para el sensor Kinect, 
66,09 ± 0,59 para el sensor IMU y 44,32 ± 0,32 
para el sensor EMG. Por otro lado, los métodos JSE 

y PCA logran desempeños deseados y cercanos al 
conjunto de datos sin comprensión en las dimensiones 
tal y como se enseña en la Tabla 7. Estos valores 
varían entre el 59% y el 78,40% acercándose a 
los obtenidos en la Tabla 5. Lo anterior hace que 
estos métodos sean candidatos para clasificar sub-
movimientos, sin embargo, se debe tener en cuenta 
su costo computacional, el cual como sugiere la 
Tabla 4 es elevado respecto PCA.

Finalmente se procede a probar el impacto de 
esta reducción de dimensiones en la detección de 
actividades físicas, la cual se logra con la fusión de 
etiquetas provistas por la SVM y la clasificación 
con HMM. Cabe resaltar que la reducción de 
dimensiones se realiza a la matriz de características 
con lo que se entrenan las SVM y no las etiquetas 
con las que se entrena la HMM. El objetivo de esta 

Tabla 5.	 Resultados del proceso de clasificación de movimientos 
primitivos con SVM con todo el conjunto de características.

Etiqueta
SIN REDUCCIÓN

KINECT IMU EMG

E1 86,77 ± 3,79 86,77 ± 0,73 72,28 ± 5,83
E2 77,57 ± 3,81 78,71 ± 2,10 66,51 ± 1,13
E3 71,86 ± 3,86 71,46 ± 4,33 70,84 ± 4,73
E4 89,95 ± 1,46 74,52 ± 0,93 71,49 ± 1,33
E5 90,47 ± 3,15 76,51 ± 5,25 59,43 ± 5,21
E6 96,78 ± 1,33 93,07 ± 2,02 63,88 ± 2,35
E7 75,68 ± 1,95 61,43 ± 2,91 50,54 ± 1,84
E8 75,63 ± 2,97 57,56 ± 2,73 34,08 ± 2,50

Total 84,69 ± 3,31 75,00 ± 2,63 61,13 ± 3,12

Tabla 6.	 Resultados del proceso de clasificación de movimientos primitivos con SVM para los métodos 
T-SNE y JSE.

Etiqueta
T-SNE JSE

KINECT IMU EMG KINECT IMU EMG

E1 64,36 ± 6,07 70,37 ± 1,00 29,74 ± 2,53 68,75 ± 2,68 81,97 ± 0,03 36,55 ± 1,63
E2 58,13 ± 1,38 60,61 ± 1,07 56,72 ± 1,96 62,05 ± 1,16 69,57 ± 2,02 59,19 ± 3,49
E3 66,09 ± 4,43 58,85 ± 5,43 45,32 ± 3,55 71,91 ± 1,00 65,00 ± 5,00 45,75 ± 1,31
E4 66,35 ± 0,81 71,52 ± 0,70 62,18 ± 0,35 78,02 ± 2,22 70,85 ± 0,73 64,68 ± 0,55
E5 77,99 ± 3,11 68,35 ± 4,02 36,36 ± 2,04 86,75 ± 1,86 79,46 ± 4,46 42,08 ± 4,84
E6 92,73 ± 1,71 85,68 ± 2,99 45,40 ± 2,23 93,42 ± 0,95 90,54 ± 0,61 49,53 ± 3,43
E7 67,37 ± 2,89 58,80 ± 0,62 41,32 ± 2,68 69,95 ± 1,86 55,17 ± 0,52 40,99 ± 2,34
E8 62,25 ± 2,61 54,58 ± 1,88 37,52 ± 2,58 60,49 ± 3,35 53,79 ± 1,21 42,24 ± 0,18

Promedio 69,41 ± 0,96 66,09 ± 0,59 44,32 ± 0,32 73,92 ±  0,23 70,80 ±  0,78 47,63 ± 1,44
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prueba es probar que la reducción de dimensiones no 
interfiere con el desempeño que logra la detección 
de la actividad.

En Tabla 9 se enseñan los resultados de clasificación 
de actividades con los métodos JSE y PCA. Se aclara 
que la selección de estos dos métodos de reducción 
es debido a que fueron los que mejor desempeño 

presentan según en las pruebas documentadas en 
la Tabla 4. En Tabla 9 se evidencia que estos dos 
métodos presentan desempeños comparables con los 
obtenidos con todo el conjunto de características, 
ver Tabla 8. Aunque estos métodos permiten reducir 
el conjunto de características, el método JSE tiene 
un alto costo computacional, dado que, el cómputo 
requiere una cantidad significativa de operaciones, 

Tabla 7.	 Resultados del proceso de clasificación de movimientos primitivos con SVM para los métodos 
SNE y PCA.

Etiqueta
SNE PCA

KIINECT IMU EMG KIINECT IMU EMG

E1 70,33 ± 6,99 81,37 ± 1,33 38,73 ± 5,40 66,21 ± 6,34 82,04 ± 1,26 74,18 ± 6,84
E2 63,89 ± 1,28 71,57 ± 2,34 59,38 ± 1,51 64,33 ± 2,83 72,03 ± 2,72 64,45 ± 2,27
E3 62,87 ± 3,86 63,46 ± 5,55 49,77 ± 4,10 68,40 ± 5,88 64,84 ± 6,44 65,21 ± 6,62
E4 76,98 ± 1,35 74,01 ± 2,11 64,00 ± 0,98 72,40 ± 1,18 65,94 ± 2,71 60,08 ± 0,94
E5 86,75 ± 3,27 72,12 ± 3,06 42,94 ± 3,09 89,65 ± 2,70 72,50 ± 5,68 58,53 ± 5,47
E6 95,22 ± 1,54 90,63 ± 1,50 49,05 ± 2,86 95,44 ± 1,40 91,21 ± 1,97 61,98 ± 2,52
E7 66,06 ± 2,59 56,00 ± 2,93 43,73 ± 1,49 56,38 ± 2,73 57,31 ± 3,16 53,38 ± 2,66
E8 64,71 ± 3,55 52,96 ± 3,78 40,08 ± 2,05 65,45 ± 2,85 52,90 ± 3,47 53,11 ± 3,10

Total 73,36 ± 1,21 70,27 ± 1,56 48,462 ± 1,2 72,28 ± 1,47 69,84 ± 1,63 61,36 ± 1,71

Tabla 8.	 Resultados del proceso de clasificación de actividades con HMM 
con todo el conjunto de características.

Etiqueta
Sin Reducción

KINECT IMU EMG KINECT + IMU + EMG

E1 93,50 ± 10,77 99,80 ± 1,07 38,78 ± 16,33 100 ± 0,0
E2 90,30 ± 9,06 98,33 ± 8,64 90,94 ± 11,23 99,60 ± 1,53
E3 84,96 ± 11,31 96,14 ± 15,76 96,16 ± 4,63 99,62 ± 1,03
E4 97,16 ± 7,39 98,43 ± 0,00 94,08 ± 3,94 99,09 ± 1,59
E5 94,86 ± 7,90 100,00 ± 0,00 89,69 ± 11,07 95,76 ± 3,36

Total 92,15 ± 9,29 98,18 ± 3,22 81,93 ± 8,52 98,81 ± 1,81

Tabla 9.	 Resultados del proceso de clasificación de actividades con HMM para los métodos JSE y PCA.

Etiqueta

JSE PCA

KINECT IMU EMG
KINECT + 
IMU + EMG

KINECT IMU EMG
KINECT + 
IMU + EMG

E1 95,31 ± 8,69 99,75 ± 1,30 50,93 ± 14,87 79,41 ± 11,47 89,38 ± 8,79 100,00 ± 0,0 47,49 ± 14,1 82,76 ± 14,8
E2 89,71 ± 9,69 93,03 ± 8,64 62,16 ± 11,31 91,16 ± 6,59 81,90 ± 14,2 92,83 ± 8,45 53,61 ± 12,7 85,26 ± 11,2
E3 75,45 ± 5,89 78,11 ± 15,76 76,86 ± 12,48 100,00 ± 0,00 60,74 ± 20,8 78,86 ± 16,8 51,08 ± 12,9 94,30 ± 8,00
E4 94,13 ± 0,42 100,00 ± 0,00 66,76 ± 15,29 92,51 ± 8,05 98,93 ± 4,48 100,00 ± 0,0 73,64 ± 13,9 99,07 ± 3,23
E5 78,10 ± 6,23 74,81 ± 18,83 72,44 ± 12,54 96,75 ± 3,31 74,97 ± 19,9 81,87 ± 16,4 66,99 ± 11,8 96,28 ± 7,04

Total 86,54 ± 5,40 89,14 ± 3,53 65,83 ± 4,52 91,97 ± 2,03 81,19 ± 5,08 90,71 ± 3,78 58,56 ± 5,49 91,53 ± 4,88
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sin embargo, el método PCA realiza el trabajo con 
una eficiencia adecuada y el tiempo de ejecución 
fue dramáticamente menor en todas las pruebas.

Lo anterior se puede verificar en Tabla 10, en esta se 
enseña los tiempos de computo del algoritmo para 
diferentes modalidades de sensores y métodos de 
reducción de características, nótese que el método 
PCA presenta un menor costo computacional para 
todas las modalidades de sensores, caso contrario 
ocurre con los métodos SNE y JSE donde para 
todas las modalidades los recursos computacionales 
elevados. 
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CONCLUSIONES

En este trabajo se implementó una metodología 
de visualización de métodos de reducción de 
dimensionalidad para el reconocimiento de 

actividades físicas humanas. Lo anterior permite 
determinar el comportamiento de los datos 
recopilados en el trabajo [1], resaltando el aporte 
que genera las diferentes modalidades de sensor en 
la clasificación de una actividad física. 

En este trabajo se estudia la contribución de cada 
sensor en la tarea de reconocimiento, lo anterior 
se logra al visualizar y validar el rendimiento de 
cada conjunto de características provenientes de las 
diferentes modalidades de sensores. Para realizar un 
reconocimiento de actividad robusto, es necesario usar 
todos los sensores debido a los posibles fallos que 
estos dispositivos pueden presentar durante el proceso 
de ejecución. Aunque se requiere la información de 
todos los sensores, en este trabajo se prueba que 
ciertas características aportan poca información para 
la identificación de sub movimientos, determinando 
que con 41 componentes para el descriptor 𝑲𝑰𝑻𝑭, 
30 componentes para el descriptor 𝑰𝑴𝑼𝑭, 200 
componentes para el descriptor 𝑬𝑴𝑮𝑭 y 65 
componente para KINECT + IMU, se logran 
resultados similares al reportado en [1] utilizando 
las metodologías de reducción de dimensiones 
como PCA, T-SNE, SNE y JSE. Lo anterior para 
el caso de PCA conlleva a una reducción del costo 

Tabla 10. Tiempo de cómputo para clasificar un movimiento primitivo con SVM.

Modalidad Kinect

Método Reducción [s] Entrenamiento [s] Clasificación [s] Tiempo Total [s]

Sin Reducción No aplica 34,515 ± 0,98 0,203 ± 0,015 34,718 ± 0,98
PCA 4,355 ± 0,91 16,33 ± 0,943 0,00118 ± 0,00919 20,696 ± 0,97
SNE 921,29 ± 20,33 15,83 ± 0,934 0,00138 ± 0,00857 940,13 ± 20,3
JSE 1133,94 ± 35,34 16,43 ± 0,915 0,00109 ± 0,00981 1150,38 ± 35,34

 
Modalidad IMU

Reducción [s] Entrenamiento [s] Clasificación [s] Tiempo Total [s]

Sin Reducción No aplica 39,46 ± 0,931 0,301 ± 0,015 39,761 ± 1,79
PCA 6,423 ± 1,21 30,33 ± 0,896 0,00091 ± 0,0012 36,753 ± 1,53
SNE 842,22 ± 19,37 29,47 ± 0,887 0,00098 ± 0,0013 873,44 ± 22,21
JSE 947,24 ± 25,79 31,11 ± 0,891 0,00092 ± 0,0011 978,36 ± 26,79

 
Modalidad EMG

Reducción [s] Entrenamiento [s] Clasificación [s] Tiempo Total [s]

Sin Reducción No aplica 41,46 ± 1,38 0,341 ± 0,0168 41,801 ± 2,38
PCA 8,743 ± 1,78 41,27 ± 1,69 0,00101 ± 0,0039 50,01 ± 2,89
SNE 1372,43 ± 38,47 40,91 ± 1,93 0,00103 ± 0,0037 1413,35 ± 44,38
JSE 1610,04 ± 45,78 41,32 ± 1,79 0,0010 ± 0,0041 1660,37 ± 48,36
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computacional y hace que metodologías robustas 
como [1] puedan tener un menor costo temporal a 
la hora de su implementación. Lo anterior puede 
ser verificado con la información de las Tabla 8, 
Tabla 9 y Tabla 10.

Con la inclusión de diferentes procedimientos 
utilizados en la investigación, se pudo reducir 
el conjunto de características utilizadas a una 
representación adecuada tal que al hacer uso de 
un clasificador supervisado se tiene un porcentaje 
de acierto sobresaliente y que puede servir como 
elemento de partida en la implementación de un 
entorno de seguimiento y control con los sistemas 
multimodales. Lo resultados sugieren que PCA es 
el método más adecuado para obtener un espacio 
de representación reducido, esto se debe a que logra 
aciertos similares al conjunto total de características 
y sus tiempos de ejecución son significativamente 
bajos con respecto a las metodologías del estado 
del arte como T-SNE, SNE y JSE.

Este método también podría ser aplicado a otros 
problemas similares, debido a que son útiles para 
analizar la naturaleza de los datos, además de 
reducir el conjunto de características. Siendo así 
una herramienta importante para la selección de 
características relevantes en tareas de clasificación.
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