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RESUMEN

La desercion universitaria es un problema relacionado con el estudiante, como responsable directo, y
con la institucién universitaria, conocer las posibilidades de desercién es relevante para la institucion.
En este trabajo se propone utilizar modelos de clasificacion para encontrar patrones y predecir posibles
casos de desercion en estudiantes universitarios.

Se ha implementado una aplicacién que utiliza informacién proporcionada por la universidad y que
genera modelos de clasificacion a partir de diferentes algoritmos (redes neuronales, ID3, C4.5), y utiliza
los atributos mds significativos dentro de la informacién disponible. Se compar6 el rendimiento de estos
modelos para definir aquel que aportaba mejores resultados y que servird para realizar la clasificacién
de los estudiantes.

Los resultados muestran que el algoritmo de C4.5 presenté mejoras medidas de rendimiento con respecto
a la red neuronal y al ID3 y que la relacién de créditos aprobados por un estudiante con respecto a los
créditos que deberia haber llevado es la variable mas significativa en la construccién del modelo, seguida
por las calificaciones, mientras que, la modalidad de examen de admisién mediante la cual el estudiante
ingresé a la universidad no resulté ser significativa, pues no aparece en el drbol de decisién generado.

Palabras clave: Minerfa de datos educativos, algoritmo ID3, algoritmo C4.5, red neuronal artificial,
algoritmos de clasificacion, desercion estudiantil.

ABSTRACT

University dropout is a problem related to the student, as a direct responsible, and with the university
institution, knowing the possibilities of attrition is relevant for the institution. In this paper, it is proposed
to use classification models to find patterns and predict possible dropouts in university students.

An application has been implemented that uses information provided by the university and that generates
classification models from different algorithms (neural networks, ID3, C4.5), and uses the most significant
attributes within the available information. The performance of these models was compared to define
the one that provided the best results and that will be used to classify the students.

The results show that the algorithm of C4.5 presented improvements in performance with respect to the
neural network and the ID3 and that the relation of credits approved by a student related to the credits
that he should have taken is the most significant variable in the construction of the model, followed by the
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qualifications, while the modality of the admission exam through which the student entered the university
did not turn out to be significant, since it does not appear in the generated decision tree.

Keywords: Educational data mining, ID3 algorithm, C4.5 algorithm, artificial neural network, classification

algorithms, student desertion.

INTRODUCCION

La educacidn es fundamental para el desarrollo y el
bienestar de una sociedad, por tanto, los estudiantes
son el activo fundamental de cualquier institucién
educativa. El desarrollo social y econémico de un
pais estd directamente relacionado con el rendimiento
académico de sus estudiantes [1].

En este contexto y por las implicaciones que tiene,
la desercidn universitaria es un problema que genera
preocupacion en los directivos de las instituciones
de educacién superior; por un lado, se afectan las
finanzas de la universidad y por otro, se cuestiona la
eficiencia del sistema de educacién superior, pues,
solo un nimero reducido de jévenes que inician
estudios universitarios logra culminarlos.

Una forma de atacar este problema, es contar
con informacién oportuna sobre la posibilidad de
desercion de un estudiante, de alli el interés por
analizar los posibles factores que pueden llevar a
un estudiante a entrar en condiciones de abandono
de los estudios.

Hoy en dia, son miultiples las aplicaciones de la
inteligencia artificial al &mbito educativo, se usan
técnicas de mineria de datos para descubrir patrones
importantes y obtener informacion ttil de sistemas
de informacion de base académica [2].

La mineria de datos utiliza diferentes técnicas:
clasificacidn, agrupacion, predicacion, entre otras. La
literatura existente muestra que las técnicas de minerfa
de datos son eficaces para predecir el rendimiento
académico de los estudiantes. Pimpa [3], aplica
algoritmos de drboles de decision y redes bayesianas
utilizando Weka y validacion cruzada 10 folds. Gart
y Sharma [4] comparan varias técnicas C4.5, ID3,
CART y J48, Naive de Bayes, Redes Neuronales,
k-medias y k-vecino mds cercano para predecir el
rendimiento académico. Dole y Rajurkar [5] aplican
el algoritmo Naive de Bayes y drbol de decision
para predecir la graduacidén y la condicién final de

los estudiantes: aprobado y desaprobado. Thai [6]
compara la precision de los algoritmos de arboles
de decision y redes Bayesianas, aplica Weka en los
algoritmos adrboles de decisién J48 y M5P y red
Bayesiana para predecir el rendimiento académico
de los estudiantes no graduados y graduados sobre
su calificacion final.

Este trabajo se centra en técnicas de clasificacion,
técnicas que emplean un conjunto de ejemplos
preclasificados para desarrollar un modelo que
puede clasificar una poblacién de registros
andlogos [7].

Se usan diferentes algoritmos de clasificacién: redes
neuronales, ID3 y C4.5. El proceso de clasificacién
involucra un conjunto de entrenamiento consistente
de datos con etiquetas de clase conocidas, conjunto
que se usa para construir un modelo de clasificacién
que posteriormente se aplica a un conjunto de prueba
que posee datos con etiquetas de clase desconocidas.

En este proceso se tiene como objetivo identificar
las mejores variables que caracterizan al estudiante
y que pueden servir para generar un modelo de
clasificacion confiable y que pueda ser utilizado
por los directivos de la institucidn universitaria para
detectar aquellos estudiantes que se puedan encontrar
en riesgo de abandonar la carrera. En base a esa
informacion, se podrdn tomar medidas remediales
para mejorar el rendimiento académico estudiantil
y por tanto disminuir las tasas de desercion.

Si bien, en este trabajo el interés estd en conocer si un
estudiante abandonard o no los estudios (2 tipos de
salida), el aplicativo desarrollado puede modificarse
facilmente para generar mas clases de salida, por
ejemplo, detectar el nivel de riesgo de desercion.

MARCO TEORICO
Clasificacion

La clasificacion es la técnica de extraccion de datos
mds comunmente aplicada. Utiliza un conjunto de
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ejemplos preclasificados para desarrollar un modelo
que puede clasificar la poblacién de registros
en general [7]. Esta técnica emplea un arbol de
decisiones o los algoritmos de clasificacién basados
en redes neuronales.

El proceso de clasificacion de datos implica dos fases,
aprendizaje y clasificacion. En la fase de aprendizaje,
el algoritmo de clasificacién analiza los datos de
entrenamiento. En la fase de clasificacion, se utilizan
los datos de prueba para estimar la precision de las
reglas de clasificacién. Si la precision es aceptable, las
reglas se pueden aplicar a las nuevas tuplas de datos.

El algoritmo de entrenamiento del clasificador
utiliza los ejemplos preclasificados para determinar
el conjunto de pardmetros necesarios para una
discriminacién adecuada, luego codifica esos
pardmetros en un modelo llamado clasificador.

Redes neuronales artificiales (RNA)

Las Redes Neuronales Artificiales (RNA), son
algoritmos de computacién que pueden resolver
problemas complejos imitando los procesos del
cerebro animal de manera simplificada [8].

Se basan en una estructura de grafo dirigido, compuesto
por un conjunto de neuronas que se interconectan a
través de arcos dirigidos con un peso asociado que
determina la fuerza y el signo de la conexién. Las
neuronas se organizan por niveles o capas. Las RNA,
tienen dos funciones definidas: activacion y salida.

La RNA mas conocida es la Perceptrén Multicapa
(PM), que comprende una capa de entrada, una
oculta y una de salida, este tipo de redes se estdn
usando para realizar procesos de mineria de datos [9].

Las redes PM estén constituidas por neuronas dispuestas
en capas e interconectadas por pesos sindpticos y
pueden filtrar y transmitir informacién, de manera
supervisada, para construir un modelo predictivo
que clasifique los datos almacenados en la memoria.

Arboles de Decisién

Son estructuras en forma de arbol cuyos nodos
representan una eleccion entre varias alternativas
y cada nodo hoja representa una decisién [10-11].

Utilizan algoritmos de extraccién de datos reales
para ayudar con la clasificacién. Se utilizan como
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apoyo para la eleccion entre varias lineas de accidn,
permitiendo explorar los posibles resultados para
varias opciones, y evaluar el riesgo y las recompensas
para cada posible curso de accién. Estas decisiones
generan reglas, que luego se usan para clasificar los
datos. Entre los algoritmos de aprendizaje de arboles
de decision destacan ID3, C4.5 y ASSISTANT.

Algoritmo ID3 - Iterative Dichotomizer 3
Algoritmo inventado por Ross Quinlan, iterativamente
divide los atributos en dos grupos: el mas dominante
y los otros para construir el arbol. Calcula la entropia
y la ganancia de informacién de cada atributo para
determinar el atributo mas dominante, que se coloca
en el arbol como un nodo de decision. Se repite el
proceso con ellos atributos restantes, de modo que
se encuentra el siguiente atributo mas dominante.
El procedimiento continda hasta alcanzar una
decision para esa rama, es por ello que se denomina
Dicotomizador Iterativo.

Construido el arbol, se le aplica a una tupla de la
base de datos, dando como resultado la clasificacion
de esa tupla. El conjunto de datos ejemplo debe
estar conformado por una serie de tuplas de valores,
cada uno de ellos denominados atributos, en el que
uno de ellos (el atributo a clasificar) es el objetivo,
el cual es de tipo binario (positivo o negativo, si o
no, valido o invalido).

Algoritmo C4.5

Se basa en el algoritmo C4.5 de Hunt, maneja
atributos categéricos y continuos para construir
un arbol de decisién. Para manejar los atributos
continuos, C4.5 divide los valores de los atributos
en dos particiones segtin el umbral seleccionado,
de modo que todos los valores por encima del
umbral se asignan a un hijo y el resto al otro hijo.
También maneja valores de atributo faltantes.
C4.5 utiliza la relacién de ganancia como una
medida de seleccién de atributo para construir un
arbol de decision. Elimina el sesgo de la ganancia
de informacién cuando hay muchos valores de
resultado de un atributo.

MATERIALES Y TECNICAS

Materiales

Los datos corresponden a los registros académicos
de 970 estudiantes pertenecientes a la Escuela
Profesional de Ingenieria de Sistemas.
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Las variables consideradas para el estudio se
describen en la Tabla 1.

La aplicacion utilizada para implementar, ejecutar
y comparar los algoritmos y sus resultados se
desarroll6 utilizando el lenguaje de programacion
Java, el motor de base de datos MySQL, ademas
se uso de JPA, que es un framework de Java util
para manejar datos relacionales.

Técnicas de Mineria de Datos

En esta investigacion, las técnicas de mineria de
datos que se proponen para la clasificacion de
los estudiantes y predecir el riesgo de desercion
(Abandona, No abandona) son: redes neuronales
artificiales, algoritmo de C4.5 y algoritmo ID3.

Técnicas para evaluar clasificadores

La evaluacion de las técnicas de clasificacion es
importante, pues permite validar la bondad de ajuste

Tabla 1. Variables y sus valores.

del modelo en relacién al conjunto de entrenamiento.
Asi mismo, la evaluacion permite comparar entre
varias técnicas de clasificacion y seleccionar aquella
que proporcione mayor precision.

Para la evaluacion de las técnicas de minerifa de datos
utilizadas en este trabajo se calcularon 3 medidas
de rendimiento: exactitud, precision y sensibilidad.

LA PROPUESTA

Para el desarrollo de esta propuesta se siguid el
proceso clasico de KDD (Figura 1). El proceso
KDD (Knowledge Discovery in Databases) consiste
en extraer patrones en forma de reglas o funciones,
obtenidas a partir de los datos. El proceso implica
pre-procesar los datos, hacer mineria de datos

y presentar resultados [12, 13]; se trata de un proceso
interactivo e iterativo que involucra la participacién
del usuario en la toma de decisiones.

Variable

Valor

Género

0 — Masculino 1 — Femenino

Promedio de Notas de Asignaturas de Carrera

0 a1 (Normalizado con min = 0 y max = 20)

Promedio de Notas de Asignaturas Generales

0 a1 (Normalizado con min = 0 y max = 20)

Colegio de Procedencia

1 — Estatal 2 — Particular 3 — Parroquial

Relacién de Asignaturas de Carrera y sus correspondientes créditos

Oal

Relacion de Asignaturas Generales y sus correspondientes créditos

Oal

Calificacion de examen de admisién

0 a1 (Normalizado con min = 0 y max = 100)

total de asignaturas que se lleva en un semestre

Tipo de Admision 1 — Ordinaria 2 — Extraordinaria
Relacién de créditos que posee con respecto a los que deberia poseer | 0 — 1

Relacién Qe nimero de asignaturas desaprobadas con respecto al 0-1

total de asignaturas que se lleva en un semestre

Relacién de niimero de asignaturas abandonadas con respecto al 0-1

Fuente: Baradwaj [7].

Transfarmacién

0y

Figura 1. Pasos para extraer conocimiento de los datos.
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Datos y seleccion
Se tom6 como entrada los datos de estudiantes de
la Escuela Profesional de Ingenieria de Sistemas de
la Universidad Nacional de San Agustin (UNSA)
de Arequipa, Pert.

La informacién la proporcioné el Instituto de
Informatica de 1a UNSA, mediante 3 archivos con
extension .xIsx. Esta informacién se migré a una
base de datos cuya estructura de tablas y campos
almacenados permite trabajar de mejor manera con
los clasificadores.

El primer archivo contiene informacién bdasica de
los estudiantes como son: nombres y apellidos,
C.U.L (codigo dnico de identificacién), fecha de
nacimiento, género, y tipo y lugar del colegio de
procedencia. El segundo archivo contiene el registro
de calificaciones finales de los estudiantes en las
asignaturas consideradas en el plan de estudios. Se
especifica en este archivo el nombre y cédigo de
la asignatura que cursé un estudiante (identificado
por su C.U.L), el grupo, el nimero de matricula,
la nota, la condicién al finalizar el curso (aprobd,
desaprob6 o abandond la asignatura), el afio y ciclo
académico en que el estudiante llevo la asignatura.
El tercer archivo contiene el puntaje obtenido por el
estudiante en la prueba de admisién, la modalidad
de ingreso y el puesto en que ingreso.

Preprocesamiento y transformacion
Identificadas las fuentes de datos, fue necesario
preprocesarlos y transformarlos con el fin de tenerlos
en forma de archivo plano.

Una vez transformados los datos a un formato mas
adecuado, se identificaron los registros incompletos,
incorrectos e irrelevantes y se eliminaron los errores
de tipeo. Posteriormente, se filtraron los datos para
eliminar la informacion no relevante.

La data contenia 970 registros, sin embargo, luego
de la limpieza y depuracién, el nimero de registros
con informacién util y completa se redujo a 300.

El promedio de las calificaciones obtenidas por un
estudiante es una de las variables mds utilizadas
en otras investigaciones en torno a rendimiento
académico, en este trabajo se han incluido diferentes
formas de calcular ese promedio: promedio aritmético
simple, promedio ponderado por el nimero de
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créditos de la asignatura, promedio que considera
solo las calificaciones aprobatorias. Otros tipos de
promedio utilizados son: promedio de notas en un
semestre, promedio desde el primer semestre hasta
un semestre especifico, promedio en asignaturas
de especialidad.

Se consideraron también otras variables: nimero de
créditos que deberia poseer el estudiante al finalizar
un semestre, nimero de asignaturas reprobadas o
abandonadas durante el semestre.

Por tanto, los modelos implementados utilizaron
no solo variables obtenidas directamente de la
base de datos inicial, sino que utilizaron también
variables calculadas.

Para trabajar con redes neuronales es necesario
normalizar los datos, por lo que variables como
las notas que se encuentran en un rango 0 a 20, se
escalaron a valores entre O y 1.

Completada la etapa de preprocesamiento, tenia que
dividirse la base en subconjuntos, se tomé un 80%
de la base para el conjunto de datos de entrenamiento
y un 20% para el de prueba.

Mineria de datos

Fase de Entrenamiento

El conjunto de entrenamiento se utiliz6 para
entrenar los modelos de clasificacion mencionados.
También se evalué durante este proceso el tiempo
de entrenamiento que toma ejecutar cada uno de
los algoritmos, esto se hizo en razén de que este
puede ser un indicador significativo, pues si se desea
cambiar de base de datos, el tiempo puede variar
significativamente debido al nimero de variables de
entrada y al tamafio del conjunto de entrenamiento.

Para realizar el entrenamiento de los modelos se le
proporciond al sistema un archivo con las variables
de entrada (género, promedio de notas, relacién
de créditos, etc.) y un campo clasificado como
salida (abandona o no) del modelo. También se le
proporcioné un archivo con la lista de los c6digos
de estudiantes que componian el conjunto de
entrenamiento junto con la etiqueta de clase a la que
pertenecian, clasificacion que se hizo previamente
en base a informacién real (Figura 2). Esta accidn se
justifica en que el entrenamiento se realiza usando
datos conocidos y cuando se realiza la clasificacién
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real, se hace sobre datos no trabajados ni en la fase
de entrenamiento ni en la fase de prueba, por lo que

los resultados asi obtenidos son una prediccion.

El sistema entonces recibe una matriz (Estudiante x
Variables) y construye, segtin la eleccién del usuario,
un modelo de clasificacion (Tabla 2).

Si la opcidén elegida es una red neuronal, se
construye una red perceptréon multicapa entrenada

Tabla 2. Matriz Estudiante x Variable.

con el algoritmo backpropagation. Para detener
el entrenamiento, se establecieron dos criterios
diferentes: llegar a una tasa de error del 0,01% o
llegar a un maximo de 100000 iteraciones.

Al terminar el entrenamiento, se guardaron los pesos
de las conexiones de las neuronas en un archivo, lo
que permitiria armar nuevamente la red en caso se
quisiera utilizar nuevamente el modelo.

Luego de la fase de entrenamiento de los algoritmos
ID3 y C4.5 (algoritmos que construyen un arbol de
decision utilizando férmulas de entropia y ganancia

Variable de informacién), se construyeron los arboles de
Estudiante Vi V2 v decisi6n respectivos y se guardaron en la base de
m datos del sistema.
El EIV1 | E1V2 ElVm
E2 E2V1 | E2V2 E2Vm | En el caso del algoritmo C4.5 se hizo uso de las
E3 E3V1 | E3V2 E3Vm férmulas de la tasa de ganancia (Gain Ratio) en
lugar la ganancia; y la férmula de informacién de
En EnV1 | EnV2 EnVm divisién.
Fuente: Aplicacién implementada especificamente para esta investigacion.
LISTA DE VARIABLES
VARIABLE CLASE VALOR
GENERO MASCULINO 1.0 -
GENERO FEMENINO -1.0
PROMEDIO NOTAS MUY BUENO 16.0-20.0 =
PROMEDIO NOTAS  [BUENO 14.0-16.0
PROMEDIO NOTAS __|REGULAR 11.0-13.0 =
PROMEDIO NOTAS  [MALO 7.0-10.0
PROMEDIO NOTAS MUY MALO 0.0-6.0
RELACION CREDITOS|BUENO 75.0-100.0 —
21 A!‘l_f‘hl COENITOASIDESILIL AD n_IZe 0 i
CONJUNTO DE ENTRENAMIENTO
GENERQ  |PROMEDIO NO..| RELACION CR..! COLEGIO PRO..| PUNTAJE EXA...| CLASIFICACION
MASCULINO _ [11.0 73.0 PARROQUIAL _|53.0 NO ABANDONA |~
MASCULINO (30 10.0 PARROQUIAL _[63.0 ABANDONA |=
MASCULINO _ |6.0 10.0 ESTATAL 50.0 ABANDONA
MASCULINO 10.0 38.0 PARROQUIAL  158.0 IABANDONA
FEMENINO __ [9.0 47.0 PARTICULAR _ |48.0 NO ABANDONA
FEMENINO 10.0 53.0 PARROQUIAL  156.0 ABANDONA
MASCULINO __ [13.0 |86.0 PARROQUIAL _|68.0 NO ABANDONA
FEMENINO 10.0 162.0 PARTICULAR  148.0 NO ABANDONA |+
CONJUNTO DE PRUEBA
GENERO | PROMEDIO ...| RELACION ...| COLEGIO P...| PUNTAJE E...| CLASIFICACI..| RESULTADO
FEMENINO _ [13.0 89.0 PARTICULAR |65.0 NO ABANDO...|NO ABANDO...| ~
MASCULINO {11.0 64.0 PARTICULAR 158.0 NO ABANDO.../ABANDONA |=
FEMENINO _ [12.0 84.0 PARTICULAR [58.0 NO ABANDO...[NO ABANDO...
MASCULINO |1.0 0.0 ESTATAL 60.0 NO ABANDO...[ABANDONA
MASCULINO [14.0 100.0 ESTATAL __ [65.0 NO ABANDO...|NO ABANDO...
MASCULINO {12.0 81.0 PARROQUIAL |58.0 NO ABANDO...|NO ABANDO...
MASCULINO (6.0 35.0 PARROQUIAL [58.0 ABANDONA _ |ABANDONA
FEMENING _ [13.0 91.0 ESTATAL _ |58.0 NO ABANDO...|NO ABANDO...
MASCULINO [12.0 36.0 PARROQUIAL [68.0 NO ABANDO...[NO ABANDO...| ¥

Figura 2. Tabla de variables y conjunto de entrenamiento y de prueba generados.
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En cualquiera de los tres modelos explicados, las
variables de salida clasifican los registros en NO
ABANDONA y ABANDONA.

Fase de Prueba

Posteriormente a la fase de entrenamiento se deben
realizar las pruebas respectivas con el conjunto de
prueba. Para cada modelo entrenado se calcularon
3 medidas de rendimiento: exactitud (ecuacion (1)),
precision (ecuacion (2)) y sensibilidad (ecuacion (3)).

Exactitud = TP+TN (1)
TP+FP+TN+FN
Precision = _Ir 2)
TP+ FP
Sensibilidad = _Ir 3)
TP+FN

Donde, TP (True Positive) es la proporcién de casos
que se clasificaron como la clase real e indica qué
parte de la clase se capturd correctamente, TN (True
Negative), FP (False Positive) es la proporcién
de casos que se clasificaron como una clase en
particular, pero pertenecen a una clase diferente y
FN (False Negative).

Para realizar la fase de entrenamiento, se proporciond
al sistema el conjunto de registros que pertenecian

al conjunto de pruebas. Andlogamente a la fase
de entrenamiento, se especificé la clase a la que
pertenece el estudiante (ABANDONA y NO
ABANDONA), el objetivo era aplicar el modelo
de clasificacion a cada registro y comparar la salida
con la clase real a la que pertenece el registro y
aplicar las medidas de rendimiento.

Considerando los valores obtenidos para las medidas
de rendimiento establecidas, se puede determinar qué
modelo es el mas adecuado al momento de clasificar,
pues presenta menos errores al determinar si un
estudiante se encuentra o no en uno de los estados
(ABANDONA O NO ABANDONA).

RESULTADOS

La Figura 3 muestra el arbol de decisién construido
por el clasificador C.45.

Como un arbol de decisién puede representarse
linealmente por medio de reglas de decisidn,
donde el resultado es el contenido del nodo hoja,
y las condiciones a lo largo del camino forman
una conjuncién en la clausula “if”, entonces el
arbol obtenido se podria interpretar el arbol de la
siguiente manera:
*  Sila RELACION DE CREDITOS (créditos
actuales/créditos que deberia tener) es menor

Fuente: Aplicacién implementada especificamente para esta investigacion.

| &) Arbol de Decscn

MASCULINO ENINO

e o x

PARROQUIAL

Figura 3. Arbol de Decisién Generado por el Aplicativo.
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o igual al 40% entonces el estudiante corre el
riesgo de abandonar.

e (Caso contrario, si su PUNTAJE EN EL
EXAMEN DE ADMISION fue menor o igual
a 46 entonces corre el riesgo de abandonar.

e (Caso contrario, si el PROMEDIO DE NOTAS es
menor a 7 entonces corre el riesgo de abandonar.

e Caso contrario, si el GENERO del estudiante
es mujer no abandona la carrera. Si es hombre
entonces abandonard la carrera si ha estudiado
en un colegio particular y no abandona si ha
estudiado en un colegio estatal o parroquial.

Después de generar el modelo se clasificé cada
estudiante dentro del conjunto de prueba para aplicar
métricas de rendimiento tales como exactitud (qué
tan cerca estd un valor medido respecto al valor
verdadero), precisién (proporcién de casos que
realmente tiene la clase real) y sensibilidad (Figura 4).
Los modelos generados utilizando un modelo de red
neuronal artificial, dieron resultados muy similares
al obtenido por el C4.5; mientras que el clasificador
ID3 produjo resultados algo diferentes (Tabla 3).

Luego de generar los modelos utilizando cada uno
de los algoritmos de clasificacion se escogié el
mejor considerando las medidas de rendimiento
calculadas para cada uno (Figura 5).

Tabla 3. Métricas obtenidas para los diferentes
algoritmos empleados.

Algoritmo Exactitud | Precision | Sensibilidad
Redes neuronales 66% 62% 85%
C4.5 68% 65% 92%
ID3 60% 58% 75%

DISCUSION DE LOS RESULTADOS

El algoritmo de C4.5 es el que produjo métricas de
rendimiento con mejores resultados, mientras que
la red neuronal tuvo resultados muy cercanos. Se
podia asumir que ID3 iba tener resultados inferiores
al menos al C4.5 ya que éste tltimo es una versién
mejorada del ID3 que permite trabajar tanto con
valores continuos como categéricos mientras que
el ID3 solo permite categéricos.

El modelo podria mejorarse si se utilizase un mayor
numero de datos y variables, por ejemplo, en un futuro
recolectar informacién acerca de variables relacionadas
a factores sociales. Esto podria ayudar en generar un
modelo con medidas de rendimiento mds confiables.

El arbol generado por el algoritmo C4.5 incluye
todas las variables ingresadas en el entrenamiento

Fuente: Aplicacién implementada especificamente para esta investigacion.

CONJUNTO DE PRUEBA

GENERO |PROMEDIO ...| RELACION ..., COLEGIO P...| PUNTAJE E...| CLASIFICACI..| RESULTADO
FEMENINO  |13.0 89.0 PARTICULAR |65.0 NO ABANDO...INO ABANDO...| ~
MASCULINOG 11.0 64.0 PARTICULAR 158.0 NO ABANDO...[ABANDONA |=
FEMENINO  [12.0 84.0 PARTICULAR [58.0 NO ABANDO...|NO ABANDO...
MASCULINO {1.0 0.0 ESTATAL 60.0 NO ABANDO...|ABANDONA
MASCULINO [14.0 100.0 ESTATAL 65.0 NO ABANDO...[NO ABANDO...
MASCULINO {12.0 81.0 PARROQUIAL |58.0 NO ABANDO...INO ABANDO...
MASCULINO 6.0 35.0 PARROQUIAL [58.0 ABANDONA |ABANDONA
FEMENINO  |13.0 91.0 ESTATAL 58.0 NO ABANDO...INO ABANDO...|
MASCULINO |12.0 86.0 PARROQUIAL |68.0 NO ABANDO...NO ABANDO.. | ¥
MEDIDAS DE RENDIMIENTO

True Positive 59 False Positive 31

True Negative 18 False Negative 5

EXACTITUD PRECISION

SENSIBILIDAD

0.6814159292035398 0.6555555555555556

0.921875

Figura 4. Clasificacion realizada en conjunto de prueba y métricas de rendimiento por el Aplicativo.
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Fuente: Aplicacién implementada especificamente para esta investigacion.

&

MODELOS DE CLASIFICACIOR

== O X

NOMBRE MODELO EXACTITUD PRECISION SENSIBILIDAD | TAM. CONJ. EN...| TAM. CONJ. PR...
RedN RED NEURONAL (0.5 1.0 0.5 5 4
monstacado ID3 0.5 0.5 0.5 5 4
modelo C45 05 05 0.5 5 4
ID3Regular ID3 0.61904761904... |0.53846153846... |0.77777777777... |75 21
RedNeuronalPr... |RED NEURONAL |0.52380952380... |0.61538461538... |0.61538461538... [75 21
ID3Version2 ID3 0.64601769911... 0.6 0.93103448275... |338 113

Figura 5. Medidas de rendimiento de los modelos de clasificacién.

a excepcion de la modalidad del examen de
admision, lo cual se deberia a que no es una variable
significativa dentro del modelo, mientras que la
relacion de créditos que tiene el estudiante serfa la
variable mds significativa al encontrarse como raiz
del arbol de decision.

Debido a que el modelo generado por el C4.5 fue
el mds exitoso se utilizard para que se realicen las
nuevas clasificaciones cuando sean requeridas por
los directores de escuela.

CONCLUSIONES

Las Técnicas de Mineria de Datos han mostrado
ser herramientas eficaces para obtener modelos que
permitan predecir la permanencia de los estudiantes
matriculados en una carrera de ingenieria.

Con el desarrollo de este trabajo se ha podido
determinar aquellos factores que han incidido en
la tasa de desercion, para ello se utilizaron distintas
variables del tipo personal y académicas.

El algoritmo de C4.5 present mejoras medidas de
rendimiento con respecto a la red neuronal y sobre
todo con respecto al algoritmo ID3 (debido a que el
ID3 no puede trabajar con datos continuos).

Larelacidn de créditos actuales de un estudiante con
respecto a los créditos que deberia poseer resultd
ser la variable mds significativa en la construccién
del modelo, seguido por las notas, mientras que el
tipo o modalidad de examen de admisién con el
que el estudiante ingreso a la universidad no resulté
ser significante ya que no aparece en el drbol de
decision generado.
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Es asi que los resultados mostraron que la desercién
estd relacionada con los créditos en los que se
matricul6 el estudiante y que la proporcién de
créditos aprobados sobre los créditos matriculados
es una buena medida de su rendimiento académico.
En este resultado se coincide con otros estudios
en los que se observo que el promedio de créditos
en los que se matricul6 el estudiante es mayor en
aquellos que no desertan comparado con aquellos
que si lo hacen.

Las medidas de rendimiento obtenidas podrian
mejorarse, asi como la tasa de aciertos de clasificacion
de los modelos al aumentar nuevas variables en un
futuro, como variables sociales, econdmicas, etc. Por
ello para ampliar los resultados de la investigacién
se propone considerar variables institucionales y
socio-econdmicas.

El sistema elaborado puede adaptarse para crear
modelos con diferentes variables de entrada y
salida (clases) y almacenar los modelos con mejor
rendimiento para ser utilizados en varias escuelas
profesionales o que cada escuela utilice un modelo
de clasificacion diferente.
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